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Această teză prezintă contribut, ii noi s, i originale pentru algoritmii care descoperă
granit,e Markov (Markov Boundary Discovery, MBD), concentrându-se pe felul în care
aces,ti algoritmi folosesc testele de independent,ă condit, ionată (conditional independence,
CI). Algoritmii MBD sunt o clasă versatilă de algoritmi care dezvăluie informat, ia cauzală
din seturi de date. Acest fapt face ca algoritmii MBD să fie aplicabili s, i în probleme de
deduct, ie de cauzalitate, precum s, i în probleme de select, ie a atributelor.

Datorită important,ei majore pe care informat, ia cauzală o prezintă în marea majoritate
a domeniilor s,tiint,ei, extragerea sa din seturi de date în mod eficient s, i corect cu algoritmi
MBD a fost cercetată intens în trecut s, i rămâne în continuare un subiect foarte activ
de cercetare. Cu toate acestea, testele de independent,ă condit, ionată atât de necesare
acestor algoritmi nu au primit aceeas, i atent, ie. Drept urmare, mult, i algoritmi MBD au
împrumutat abordări de teste CI unul de la celălalt, cu variat, ii sumare. Aceasta este o
problemă serioasă, pentru că testele CI constituie un blocaj de performant,ă sever pentru
algoritmi, consumând aproximativ 97% din timpul lor total de rulare, iar acuratet,ea s, i
corectitudinea testelor CI este decisivă în funct, ionarea lor.

Contribut, iile prezentate în această teză se adresează acestor neajunsuri. Ele se concen-
trează pe două aspecte esent, iale ale testelor CI, anume eficient,a lor de calcul s, i metodologia
de evaluare a acuratet, ii lor. Teoria pe care aceste contribut, ii se bazează este fundamentală,
simplă s, i bine cunoscută, însă în ciuda simplităt, ii lor, îmbunătăt, irile aduse sunt extrem de
eficace, cum este detailat în această teză s, i în articolele publicate.

Prima contribut, ie: Un studiu al algoritmului lui Koller s, i Sahami

Capitolul 3 al tezei cont, ine studiul de caz al algoritmului lui Koller s, i Sahami [23], astăzi
depăs, it, însă foarte influent. Este considerat ca fiind primul algoritm care să folosească
conceptul de granit,ă Markov din teoria informat, iei, cu aceasta deschizând drumul pentru
o nouă clasă de algoritmi. Trebuie accentuat faptul că algoritmul KS a fost init, ial publicat
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ca un algoritm de select, ie a atributelor, însă poate fi aplicat s, i în probleme de deduct, ie a
cauzalităt, ii, dacă este necesar.

Acest studiu de caz se concentrează nu doar pe algoritmul KS în sine, ci s, i pe un
experiment comparativ original efectuat pe algoritmul KS s, i un alt algoritm funda-
mental, Information Gain Thresholding (IGt). De asemenea, va fi discutată s, i o colect, ie
de optimizări noi pentru algoritmul KS, optimizări care au reies, it din studiul s, i im-
plementarea algoritmului. Proiectarea s, i dezvoltarea acestor optimizări au fost pietre
de temelie pentru dezvoltarea contribut, iilor ulterioare, discutate în capitolele următoare
din teză. Experimentul comparativ ment, ionat mai sus a fost publicat în [9], în timp ce
optimizările originale pentru algoritmul KS au fost publicate în [10].

Algoritmul KS este prezentat în detaliu în acest capitol s, i cele două faze ale sale sunt
discutate, anume Gamma Calculation (Calculul lui Gamma) s, i Iterative Feature
Removal (Eliminarea Iterativă a Atributelor). Amândouă faze ale algoritmului sunt
concepute în jurul a două euristici, γ s, i δ, init, ial descrise de Koller s, i Sahami îns, is, i ca
fiind divergent,e Kullback-Leibler, însă pot fi rescrise foarte us,or ca s, i informat, ie mutuală
condit, ionată. Euristica γ este calculată pentru toate perechile de variabile (atribute) ale
setului de date, dar numai o singură dată, înainte de începerea algoritmului. După ce
algoritmul începe, el va folosi valorile γ în fiecare iterat, ie pentru a asambla granit,e Markov
aproximative pentru fiecare variabilă ce n-a fost încă eliminată de iterat, iile anterioare.
Apoi, euristica δ este folosită pentru a găsi cea mai “puternică” granit,ă Markov în acea
iterat, ie. Variabila care corespunde celei mai puternice granit,e este eliminată din setul de
date, astfel setul de date scade în mărime cu fiecare iterat, ie până la o mărime preconfigurată
de Q variabile, când algoritmul se opres,te. În afară de parametrul Q, algoritmul KS mai
are un parametru numit K, care specifică numărul de variabile care să fie alese pentru a
forma granit,ele Markov aproximative în timpul iterat, iilor.

Algoritmul Information Gain Thresholding (IGt) este de asemenea prezentat în acest
capitol s, i sunt prezentate paralele între IGt s, i KS. Totus, i, deoarece IGt este foarte simplu,
a fost folosit doar ca un reper minim de acuratet,e pentru KS.

Experimentul care compară algoritmii KS s, i IGt a fost efectuat pe matrici binare de tip
document-termen, construite din Reuters Corpus Volume 1. Cei doi algoritmi au fost pus, i
să selecteze care variabile (coloane ale matricilor) sunt cele mai relevante pentru o variabilă
de clasificare, specificată de Corpus. După ce algoritmii au finalizat select, ia, seturile de
date astfel reduse au fost folosite pentru a antrena s, i evalua clasificatoare bayesiene naive.

În esent,ă, acest experiment comparativ evaluează cât de capabili sunt algoritmii în a
capta relevant,a pentru clasificare a variabilelor din setul de date, as,a cum va fi consumată
de un clasificator simplu. Această formă de experiment a fost aleasă pentru că ambii
algoritmi sunt aplicabili ca filtre de atribute, adică sunt algoritmi care filtrează atributele
(variabilele) dintr-un set de date înaintea aplicării unui clasificator, în scopul de a cres,te
acuratet,ea clasificatorului, de a-i reduce complexitatea s, i de a-l face să consume mai put, ine
resurse de calcul.

Experimentul a efectuat s, i explorare de spat, iu de parametri, variind valorile celor doi
parametri ai lui KS, anume K s, i Q. Rezultatele arată că algoritmul KS este cu mult
superior lui IGt în aproape toate configurat, iile, as,a cum era de as,teptat.

În timpul implementării algoritmilor s, i a experimentului, au fost descoperite noi
oportunităt, i de optimizare pentru algoritmul KS, as,a cum este descris în a doua parte a
capitolului. Patru astfel de optimizări au fost implementate: Gamma Decomposition
(Descompunerea lui Gamma), Removed Features Database (Baza de date a Atributelor
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Eliminate), In-iteration Parallelism (Paralelism Intraiterat, ie) s, i Iteration Cache
(Cache de Iterat, ie). Dintre aceste patru optimizări, Removed Features Database este o
îmbunătăt, ire infrastructurală, în timp ce celelalte trei sunt optimizări de eficient,ă,
reducând timpul necesar algoritmului KS pentru a ajunge la finalul rulării, însă fără a-i
schimba rezultatele.

Aceste optimizări originale au fost evaluate în trei experimente individuale, fiecare
experiment comparând algoritmul KS neoptimizat cu o variantă a sa modificată cu una
din optimizări, cu except, ia Removed Features Database, care a fost pornită în permanent,ă
pentru a înregistra comportamentul algoritmului.

Experimentele cont, in implementări originale ale algoritmilor KS s, i IGt s, i a celor patru
optimizări pentru KS. Descrierea formală a algoritmului KS prezentată în acest capitol
este de asemenea originală s, i a fost publicată în [10].

Cea ma eficace optimizare a fost Iteration Cache, care operează în cea de-a doua fază
a algoritmului s, i i-a redus durata la o medie de 0.55%, adică de aproximativ 180 mai
rapid, o remarcabilă accelerare. In-iteration Parallelism s-a comportat comparativ mai
modest, doar înjumătăt, ind durata celei de-a doua faze, în timp ce Gamma Decomposition
a înjumătăt, it durata primei faze. Este important de observat că Iteration Cache este
bazată pe o idee ment, ionată de Koller s, i Sahami îns, is, i, însă ideea lor nu a fost niciodată
explorată până acum.

Optimizarea Gamma Decomposition nu a fost cea mai impresionantă, însă a pus bazele
la ceea ce va deveni optimizarea dcMI, a doua s, i cea mai semnificativă contribut, ie a tezei,
cu cres,teri de eficient,ă depăs, ind cu mult orice as,teptări.

Chiar dacă Iteration Cache cres,te radical eficient,a algoritmului KS din punctul de
vedere al resurselor de calcul, e important de ret, inut că acest algoritm este considerat
depăs, it din motive bune: este departe de a fi cel mai exact algoritm MBD s, i nu poate
garanta corectitudinea rezultatelor sale deoarece se bazează pe euristici s, i aproximări. De
asemenea, are nevoie de specificarea valorilor a doi parametri, care nu pot fi determinate
us,or. Toate aceste probleme au fost rezolvate de algoritmi ulteriori.

A doua contribut, ie: Accelerarea unei clase întregi de algoritmi

Capitolul 4 al tezei prezintă optimizarea dcMI, o nouă s, i originală optimizare aplicabilă
tuturor algoritmilor care calculează în mod repetat informat, ia mutuală condit, ionată a
unor permutări de variabile dintr-un set de date. Deoarece testul statistic G, cu largă
utilizare în domeniu, este el însus, i informat, ie mutuală condit, ionată, impactul potent, ial al
lui dcMI este semnificativ.

Optimizarea dcMI este surprinzător de simplă: informat, ia mutuală condit, ionată este
rescrisă ca o sumă de termeni de entropie comună, ale căror valori sunt păstrate după
primul calcul s, i sunt refolosite intens pe întreg parcursul algoritmului în calculul informat, iei
mutuale condit, ionate. Acest proces se numes,te decomposed conditional mutual
information (dcMI) (informat, ie mutuală condit, ionată descompusă). A se observa că
folosirea lui dcMI nu schimbă rezultatul calculelor – dcMI nu este o aproximare, ci
este o descompunere echivalentă.

Mult, i algoritmi MBD se bazează pe testul statistic G pentru a stabili independent,a
condit, ionată între variabile în timpul operării. S, i pentru că aces,ti algoritmi trebuie să
aplice testul G în mod sistematic pe multe permutări ale aceloras, i variabile din setul de
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date (perechea de variabile testate, împreună cu variabilele din mult, imea condit, ională din
test), optimizarea dcMI are un efect semnificativ asupra eficient,ei lor.

Acest capitol include s, i o analiză originală a factorului de reutilizare al unui set de date,
exploatabil de dcMI. Această analiză demonstrează că reutilizarea termenilor de entropie
comună cres,te polinomial în numărul de variabile ale setului de date, deci câs,tigul
de eficient,ă dat de dcMI cres,te cu cât setul de date e mai mare, o proprietate
remarcabilă.

De asemenea este inclusă în capitol s, i o metodă alternativă s, i originală de a calcula
gradele de libertate pentru un test G (degrees of freedom), metodă mai eficientă s, i mai
compatibilă cu structuri de optimizare decât metoda des folosită de algoritmii MBD.

Pentru a demonstra empiric câs,tigul de eficient,ă adus de dcMI, a fost efectuat un
experiment: IPC-MB, un algoritm MBD eficient s, i exact, a fost configurat să aplice
testul G optimizat cu dcMI pe seturi de date sintetizate din ret,ele Bayesiene accesibile
public. Eficient,a acestei configurat, ii de IPC-MB a fost comparată direct cu eficient,a lui
IPC-MB folosind testul G neoptimizat, dar s, i cu IPC-MB configurat cu implementări de
test G îmbunătăt, ite cu arbori omnidimensionali (AD–tree), implementări care extrăgeau
distribut, iile de probabilitate necesare testului fie din arbori omnidimensionali statici
preconstruit, i, fie din arbori omnidimensionali construit, i în timpul rulării.

Un arbore omnidimensional este o structură de date specială care ret, ine numărul
de es,antioane al oricăror combinat, ii posibile de variabile dintr-un set de date, sau doar
a unor combinat, ii anume, în funct, ie de tipul de arbore. Arborii omnidimensionali
statici cont, in toată informat, ia necesară construirii oricărei distribut, ii de probabilitate
a variabilelor din setul de date, ceea ce permite calculul extrem de rapid al testului G,
dar cu costuri de memorie aproape intractabile. Acest tip de arbore omnidimensional este
construit într-o singură etapă indivizibilă s, i trebuie finalizat înainte de orice interogare a
sa. În schimb, arborii omnidimensionali dinamici sunt mult mai eficient, i cu memoria
consumată pentru că sunt expandat, i doar la nevoie, în timpul interogărilor făcute de testul
G la rulare. Construirea la rulare are impact minimal asupra eficient,ei de interogare.
Consumul de memorie rămâne totus, i ridicat, însă este mult mai acceptabil decât pentru
un arbore omnidimensional static. Ambele tipuri de arbori mai au un dezavantaj: cu
toate că implementarea lor în cod-sursă nu e tocmai dificilă, dezvoltarea unei implementări
eficiente este o cu totul altă problemă, necesitând mult mai mult efort s, i dedicat, ie.

As,adar, patru configurat, ii ale testului G au fost evaluate: neoptimizat, optimizat cu
arbore omnidimensional static, optimizat cu arbore omnidimensional dinamic s, i optimizat
cu dcMI. Evaluarea a fost efectuată pe seturi de date sintetizate din două ret,ele Bayesiene
publice, ALARM s, i ANDES, cont, inând 37 de variabile s, i respectiv 223 variabile.

Cum era de as,teptat, optimizarea dcMI a prezentat cel mai mare câs,tig de eficient,ă.
Totus, i, rezultatele au fost atât de extreme încât au depăs, it orice as,teptare: dcMI a cauzat
o accelerare a testului G de 21 de ori, în timp ce consuma de 3.6 ori mai put, ină
memorie fat,ă de următoarea configurat, ie ca eficient,ă, arborele omnidimensional dinamic.
Dată fiind dimensiunea setului de date pe care aceste rezultate extreme au fost observate,
anume 223 de variabile s, i 16, 000 de es,antioane, dcMI este într-adevăr remarcabil. A se
ret, ine că toate configurat, iile din experiment au ajuns la acelas, i rezultat pentru fiecare test
G efectuat. Nicio configurat, ie nu a folosit vreo aproximare sau estimare.

Acest experiment cont, ine implementări originale ale algoritmului IPC-MB, ale celor
patru configurat, ii de test G, inclusiv a implementării lui dcMI cu structura sa de date
caracteristică, Joint Entropy Table (JHT, Tabel de Entropie Comună). Ambele tipuri
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de arbore omnidimensional, static s, i dinamic, au fost implementate special pentru acest
experiment. Este foarte probabil că aceste implementări de arbore omnidimensional să fie
cele mai eficiente implementări publice în Python. Pentru a folosi ret,ele Bayesiene în mod
direct, a fost implementat un interpretor original de Bayesian Interchange Format bazat
pe o gramatică formală, împreună cu un sintetizator de es,antioane aleatoare.

A treia contribut, ie: Evaluarea algoritmilor MBD în condit, ii ideale

Capitolul 5 al tezei cont, ine descrierea unei îmbunătăt, iri metodologice originale specifică
studiului, dezvoltării, evaluării s, i validării algoritmilor MBD: folosirea criteriului de d-
separat, ie ca s, i test de independent,ă condit, ională în algoritmi, calculat direct pe ret,ele
Bayesiene, în opozit, ie cu metodologia de evaluare folosind teste CI statistice pe seturi
de date sintetice. În condit, ii de laborator, în care ret,elele Bayesiene sunt us,or accesibile,
criteriul d-separat, iei se comportă ca un test CI perfect, oferind algoritmilor informat, ii
ideale, în contrast cu informat, iile extrase dintr-un set de date supus dezechilibrelor
probabilistice, aleatorului s, i lipselor de es,antioane. Această contribut, ie îs, i are originea în
munca depusă pentru implementarea algoritmului IPC-MB din a doua contribut, ie, descrisă
în Capitolul 4. În timpul implementării lui IPC-MB, a devenit evident că este necesar un
mod de a calcula teste CI perfecte pentru a putea scrie teste automate.

E important de accentuat că testarea automată este cel put,in la fel de importantă pentru
software-ul s,tiint,ific cum este pentru software-ul comercial. Din acest motiv, cercetătorii
care lucrează la algoritmi ar trebui să ia în considerare folosirea criteriului de d-separat, ie
când îs, i validează implementările. Acest capitol mai ment, ionează doi algoritmi MBD
care au fost publicat, i cu comportament incorect, o situat, ie evitabilă dacă ar fi fost folosit
criteriul d-separat, iei în timpul implementării s, i validării.

Prin configurarea unui algoritm MBD cu criteriul d-separat, iei ca test CI, aplicat pe o
ret,ea Bayesiană anume, se ajunge la condit, ii ideale de laborator în care să se studieze s, i să
se dezvolte algoritmi MBD noi sau deja existent, i. E important de ment, ionat că eliminarea
aleatorului caracteristic seturilor de date sintetice face ca aceste condit, ii să fie complet
repetabile, deoarece d-separat, ia este deterministică s, i nu sunt implicate date aleatoare.
Acest capitol din teză discută această îmbunătăt, ire metodologică, as,a cum a fost publicată
în [8].

Folosirea d-separat, iei în dezvoltarea s, i evaluarea algoritmilor MBD are patru avantaje:
simplificarea semnificativă a testării automate pentru implementarea algoritmului;
cercetătorii au acces la feedback rapid al comportamentul algoritmului, deoarece d-
separat, ia este mult mai us,or de calculat pe o ret,ea Bayesiană decât un test statistic peste
un set de date; este dezvăluit comportamentul real al algoritmului, neafectat de
aleatorul s, i dezechilibrele din seturile de date sintetice sau cele culese din lumea reală;
devine posibilă proiectarea de metrici noi de performant,ă, utile în studiul anumitor
trăsături ale algoritmilor.

Pentru a exemplifica avantajele metodologice ale folosirii d-separat, iei, au fost efectuate
două experimente. Primul experiment a fost efectuat direct pe ret,ele Bayesiene, fără
a necesita vreun set de date. Acest experiment a comparat numărul absolut de teste
CI s, i mărimea medie a mult, imilor condit, ionale din testele CI efectuate de către doi
algoritmi, IPC-MB s, i IAMB. Astfel se dezvăluie adevăratul comportament intrinsec al
algoritmilor, neafectat de factori aleatori externi. Al doilea experiment a fost efectuat
combinând ret,elele Bayesiene cu seturi de date sintetizate din acestea pentru a evalua
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eficient,a informat, ională (data efficiency) a celor doi algoritmi. Eficient,a informat, ională a
fost evaluată măsurând mărimea medie a mult, imilor condit, ionale din testele CI pentru
ambii algoritmi, dar a mai fost calculat procentul de teste CI statistice corecte efectuate
de algoritmi, adică acele teste în acord cu criteriul d-separat, iei corespunzător, calculat
simultan cu testul CI statistic.

As,adar, pe lângă îmbunătăt, irea metodologică de folosire a d-separat, iei, acest capitol
descrie s, i trei metrici propuse, us,or calculabile când criteriul d-separat, iei este folosit dar
foarte dificile în absent,a sa, anume: numărul total de teste CI perfecte efectuate de
algoritmi; mărimea medie a mult, imii condit, ionale din testele CI perfecte; procentul de
teste CI statisice corecte efectuate, conform validării cu testul CI perfect (d-separat, ie).

Aceste două experimente au necesitat o implementare originală a algoritmului IAMB;
IPC-MB era deja disponibil din experimentul prezentat în Capitolul 4.

Rezumat al contribut, iilor

Prima din contribut, ii este minoră în sine, dar formează baza peste care sunt
construite contribut, iile ce urmează. Ea constă într-un studiu de caz al algoritmului lui
Koller s, i Sahami (KS), foarte influent la vremea sa, propus în 1995, însă depăs, it în prezent
de alt, i algoritmi. Totus, i, datorită simplităt, ii sale, algoritmul KS este un subiect bun de
studiu, examinare s, i discut, ie. Studiind acest algoritm, a fost găsit un truc simplu care
accelerează calculul uneia din euristicile sale. Acest truc de calcul nu este remarcabil în sine,
dar a fost generalizat s, i extins, producând o optimizare de calcul cu largă aplicabilitate,
foarte eficace s, i care constituie subiectul celei de-a doua contribut, ii a acestei teze. Acest
studiu de caz al algoritmului KS se regăses,te în Capitolul 3 al tezei.

A doua contribut, ie este semnificativă s, i constă în optimizarea calculului unui pas
comun al tuturor algoritmilor de interes pentru această teză, optimizare de o eficaci-
tate spectaculoasă. Mai exact, este o optimizare pentru calculul informat, iei mutuale
condit, ionate, care se regăses,te în esent,a testului statistic G. Această optimizare t, intes,te
teoria care stă la baza acestui pas de calcul, adesea ignorat datorită simplităt, ii sale
(îns,elătoare). Optimizarea însăs, i se bazează pe proprietăt, i ale entropiei informat, ionale
s, i ale informat, iei mutuale, elemente fundamentale ale teoriei informat, iei, în scopul de a
exploata o masivă reutilizare de termeni care apar după o simplă descompunere matem-
atică. O evaluare experimentală folosind algoritmul MBD numit IPC-MB a dezvăluit
cres,teri ale eficient,ei ale dcMI cu două ordine de mărime mai înalte decât ale următoarei
optimizări ca eficient,ă, dintre optimizările cunoscute ca fiind comparabile cu cea discutată.
Simultan, optimizarea propusă în contribut, ie a consumat mult mai put, ine resurse de calcul
în general, fiind totodată us,or de implementat în cod-sursă. Cum a fost ment, ionat anterior,
această optimizare îs, i are originea în studiul de caz al algoritmului KS. Optimizarea a fost
numită dcMI, o abreviere a “informat, iei mutuale condit, ionate descompuse” (decomposed
conditional mutual information). Capitolul 4 discută optimizarea dcMI în detaliu.

A treia contribut, ie nu are ca subiect funct, ionarea algoritmilor MBD, în schimb se
concentrează pe felul în care ele sunt proiectate, testate, validate s, i evaluate. As,adar,
aceasta este o îmbunătăt, ire metodologică. Pe scurt, această contribut, ie constă în intro-
ducerea unor etape speciale de evaluare s, i validare în dezvoltarea algoritmilor MBD, etape
în care algoritmii rulat, i s, i studiat, i primesc informat, ii perfecte provenite de la criteriul de
separat, ie direct, ională (d-separat, ie, d-separation), un criteriu central în teoria ret,elelor
Bayesiene. Folosind criteriul de d-separat, ie în timpul testării s, i evaluării algoritmilor MBD,
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cercetătorii pot descoperi erori în algoritmii lor cu mult înainte de publicare s, i pot înt,elege
mai bine comportamentul algoritmilor lor în timpul rulării. Asta nu înseamnă că până
acum cercetătorii nu îs, i validau s, i evaluau algoritmii. Dar marea majoritate a algoritmilor
publicat, i au fost validat, i folosind teste statistice, efectuate pe seturi de date sintetizate
aleator, de varii dimensiuni, care sunt o sursă foarte bogată de impredictibilităt, i aleatoare.
Însă folosirea criteriului de d-separat, ie înlătură cu totul orice formă de impredictibilitate
s, i aleator din comportamentul algoritmilor, permit,ându-le să opereze în condit, ii ideale s, i
să îs, i atingă performant,ele teoretice. Desigur, calcularea criteriului de d-separat, ie nece-
sită ret,eaua Bayesiană originală, deci este în mare parte limitat la condit, ii de laborator.
Capitolul 5 acoperă utilizarea d-separat, iei întru acest scop.

Tot codul-sursă dezvoltat pentru experimentele prezentate în această teză a fost publicat
sub GPLv3 cu numele de Markov Boundary Toolkit (MBTK) [6], o bibliotecă software
pentru Python destinată studiului s, i dezvoltării algoritmilor MBD, la momentul actual
cont, inând 16,000 de linii de cod. MBTK cont, ine implementări originale ale algoritmilor
KS, IGt, IPC-MB s, i IAMB, a optimizării dcMI, ale arborilor omnidimensionali statici s, i
dinamici (static / dynamic AD–tree), precum s, i a unui simplu algoritm pentru calculul
d-separat, iei. MBTK mai cont, ine s, i unelte pentru crearea experimentelor: un interpretor de
Bayesian Interchange Format, un motor de es,antionare cu valori complete s, i componentele
necesare procesului de rulare a experimentelor, incluzând procesarea rezultatelor.
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